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Аннотация. В статье представлен аналитический обзор основных разновидностей 
акустических и языковых моделей на основе искусственных нейронных сетей для 
систем автоматического распознавания речи. Рассмотрены гибридный и тандемный 
подходы объединения скрытых марковских моделей и искусственных нейронных сетей 
для акустического моделирования, описано построение языковых моделей с 
применением сетей прямого распространения и рекуррентных нейросетей. Обзор 
исследований в данной области показывает, что применение искусственных нейронных 
сетей как на этапе акустического, так и на этапе языкового моделирования позволяет 
снизить ошибку распознавания слов. 
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1. Введение. Процесс автоматического преобразования речи в 

текст может быть представлен как поиск наиболее вероятной последо-
вательности слов [1] по двум оценкам: акустической и языковой: 

 ܹ = argmaxௐ (ܣ|ܺ)ܲ = argmaxௐ (ܹ|ܣ)ܲ ∙ ܲ(ܹ), 

 
где ܲ(ܣ|ܹ) — вероятность появления гипотезы по оценке акустиче-
ской модели, ܲ(ܹ) — вероятность появления гипотезы W по оценке 
языковой модели. 

Для акустического моделирования речи обычно используются 
скрытые марковские модели (СММ), при этом каждый аллофон (звук 
речи) представляется одной непрерывной СММ первого порядка. 
Модель фонемы чаще всего имеет три состояния: первое описывает 
начало фонемы, второе представляет центральную часть и третье — 
концовку. СММ слова получается путем соединения в цепочку моде-
лей фонем из соответствующего фонематического алфавита. Анало-
гичным образом соединяются модели слов друг с другом, образуя 
модели фраз. Состояния СММ описываются посредством смесей 
гауссовских распределений плотностей вероятностей (Gaussian 
mixture model; GMM), обеспечивающих достаточно полное покрытие 
возможных вариантов произношения фонем с учетом фонетических 
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контекстов и междикторских различий [2]. Цель обучения акустиче-
ских моделей, основанных на СММ — по обучающей последова-
тельности наблюдений определить такие параметры модели, с кото-
рыми вероятность появления этой последовательности была бы мак-
симальной [3]. В качестве акустических единиц в системах распозна-
вания речи могут использоваться контекстно-независимые фонемы 
или контекстно-зависимые фонемные реализации. Преимуществом 
использования контекстно-зависимых единиц является их способ-
ность моделировать эффекты коартикуляции между соседними зву-
ками, поэтому в современных системах распознавания речи кон-
текстно-независимые модели (монофоны), которые соответствуют 
фонологическим единицам фонемного набора, часто заменяются 
контекстно-зависимыми моделями (трифонами). СММ — наиболее 
широко распространенный способ моделирования акустических еди-
ниц, однако СММ не лишены недостатков, в частности они обладают 
слабыми дискриминативными способностями, то есть способностью 
разделять классы образов. 

Наиболее распространенными моделями языка являются стати-
стические модели на основе n-грамм слов, которые оценивают вероят-
ность появления цепочки слов ܹ = ,ଵݓ) ,ଶݓ … , -௠) в некотором текݓ
сте. n-граммы представляют собой последовательность из n элемен-
тов (например, слов), а n-граммная модель языка используется для 
предсказания элемента в последовательности, содержащей n-1 пред-
шественников [4]. Кроме того, было разработано достаточно много 
разновидностей статистических языковых моделей [5]. Недостаток n-
граммных моделей в том, что они предсказывают слово, основываясь 
на предшествующем контексте определенной длины. Обычно берется 
контекст из трех слов (триграммы), реже — из четырех или пяти слов. 
Использование более длительного контекста проблематично, так как, 
во-первых, требует очень большего объема обучающих данных, а во-
вторых, существенно увеличивает размер модели языка и, как след-
ствие, скорость распознавания речи. 

В последнее время в системах распознавания речи все чаще ис-
пользуются искусственные нейронные сети (ИНС), которые позволяют 
повысить точность распознавания речи по сравнению с базовыми мо-
делями (СММ — в качестве акустических моделей; и n-граммы — в 
качестве моделей языка). Основные типы используемых в системах 
распознавания речи ИНС представлены на рисунке 1.  
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Рис.1. Классификация ИНС, применяемых в системах распознавания речи 

 
ИНС могут применяться как для акустического, так и для язы-

кового моделирования, позволяя повысить точность распознавания. 
При акустическом моделировании, в зависимости от способа объеди-
нения СММ и ИНС, различают гибридные и тандемные нейросетевые 
модели (подробнее эти модели описаны в разделе 2). ИНС можно раз-
делить на сети прямого распространения и сети с обратными связями. 
Существует достаточно много разновидностей ИНС, среди которых 
можно выделить основные виды: персептроны, автоэнкодеры, свер-
точные ИНС (convolution neural network; CNN), ИНС с временными 
задержками (time delay neural network; TDNN), глубокие нейронные 
сети доверия (deep belief networks; DBN), ИНС с длительной кратко-
временной памятью (Long Short-Term Memory; LSTM). В данной ста-
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тье приведен обзор основных современных нейросетевых акустиче-
ских и языковых моделей. 

2. ИНС для акустического моделирования. Во многих рабо-
тах (например, [6]) было показано, что использование ИНС совместно 
со СММ позволяет повысить точность распознавания речи, при этом 
СММ обеспечивают возможность моделирования долговременных 
зависимостей, а ИНС — возможность дискриминантного обучения [7]. 
Акустические модели обычно строятся на основе глубоких ИНС (deep 
neural networks; DNN), которые представляют собой ИНС прямого 
распространения, содержащие более одного скрытого слоя между 
входным и выходным слоями. Для обучения ИНС обычно использует-
ся метод обратного распространения ошибки (backpropagation). 

Существует множество методов по объединению ИНС и СММ. 
Основных методов два: 1) построение гибридных моделей СММ/ИНС; 
2) построение тандемных моделей. В гибридных системах нейронные 
сети используются для получения апостериорных вероятностей СММ. 
Архитектура гибридной модели представлена на рисунке 2. 

 

 
Рис.2. Архитектура гибридной СММ/ИНС модели 
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В методе тандема выходные данные нейронной сети используют-
ся как дополнительный поток признаков для обучения СММ. Архитек-
тура модели, использующей метод тандема, представлена на рисунке 3. 

 

 
Рис. 3. Архитектура модели с использованием тандемного метода 
 
Для увеличения точности распознавания часто используется ме-

тод «узкого горла» (bottleneck). Нейронная сеть с «узким горлом» 
представляет собой многослойную нейронную сеть, в которой средний 
слой имеет меньшее число элементов. Входными данными для 
нейронной сети являются стандартные признаки, такие как мел-
частотные кепстральные коэффициенты (mel-frequency cepstral 
coefficients; MFCC) или коэффициенты перцептивного линейного 
предсказания (perceptual linear prediction; PLP). После обучения слои, 
находящиеся за слоем «узкого горла», удаляются. Выходные данные 
нейронов в слое «узкого горла» служат в качестве акустических при-
знаков для стандартных систем распознавания речи, использующих 
СММ. Зачастую эти признаки применяются совместно со стандартны-
ми признаками путем простого объединения соответствующих векто-
ров, т.е. используются в тандемных моделях. 

Исследования по объединению ИНС и СММ для акустического 
моделирования начались еще в конце 1980-х годов [8]. Однако в то 
время такие исследования не получили широкого распространения, 
поскольку обучение ИНС является ресурсоемкой задачей и требует 
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высокопроизводительных компьютеров. В последнее время в связи с 
увеличением вычислительной мощности компьютеров применение 
ИНС в системах распознавания речи, в том числе и для акустического 
моделирования, приобретает все большую популярность. Разработка 
платформы параллельных вычислений с использованием графического 
процессора NVidia CUDA позволила существенно сократить время 
обучения глубоких ИНС на данных большого объема, что способство-
вало еще большему распространению нейросетевых моделей в систе-
мах распознавания речи [9]. 

Например, в [10] предложены СММ на основе контекстно-
зависимых глубоких нейронных сетей, которые объединяют классиче-
ские СММ на искусственных нейронных сетях с традиционным кон-
текстно-зависимым акустическим моделированием и предварительным 
обучением на глубоких ИНС. Эффективность предложенных моделей 
была проверена на задаче транскрибирования телефонных разговоров: 
при применении СММ на основе контекстно-зависимых глубоких 
нейронных сетей ошибка распознавания слов (word error rate; WER) 
сократилась с 27,4% до 18,5%. 

В работе [11] предложена контекстно-зависимая модель для рас-
познавания речи с большим словарем, основанная на глубоких нейрон-
ных сетях доверия, которые имеют ненаправленные связи между двумя 
верхними слоями и направленные связи между остальными слоями и 
слоем, лежащим выше. В данной работе использовалась гибридная 
СММ/ИНС модель обучения нейронных сетей. В работе показано, что 
гибридная модель способна превосходить контекстно-зависимые моде-
ли, построенные с использованием гауссовских смесей, по точности 
распознавания: точность распознавания фраз повысилась на 5,8%. 

Применение тандемного подхода для обучения акустических 
моделей представлено в [12]. Входными данными для нейронной сети 
являлось окно из последующих векторов признаков (в данном слу-
чае — 9 фреймов), которое обеспечивало классификатору временной 
контекст. Обучение нейронной сети осуществлялось в соответствии с 
обычной процедурой, используемой для гибридной модели 
СММ/ИНС, а затем признаки, извлеченные из сети, поступали на вход 
процедуры обучения СММ. Обучение осуществлялось в соответствии 
со стандартной процедурой максимизации ожидания. В работе было 
получено уменьшение ошибки распознавания слов на 31%. 

В [13] исследовалась возможность получения признаков непо-
средственно из нейронной сети без преобразования выходных вероят-
ностей к признакам, подходящим для СММ. Были проведены экспе-
рименты с применением пятислойного перцептрона (multilayer 
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perceptron; MLP) с «узким горлом» в среднем слое. После обучения 
сети выходные данные из слоя «узкого горла» были использованы как 
признаки для системы распознавания речи. При этом было получено 
увеличение точности распознавания при использовании этих призна-
ков вместо вероятностных признаков; кроме того, уменьшился размер 
модели, поскольку использовалась только часть нейронной сети. 

В работе [14] описано исследование, какие параметры ИНС 
наиболее важны для работы системы распознавания речи. Было пока-
зано, что с увеличением размера и глубины модели эффективность 
растет только до определенных пределов. Кроме того, было выполнено 
сравнение стандартных глубоких ИНС, сверточных ИНС и глубоких 
локально-объединенных ИНС, которое показало, что глубокие локаль-
но-объединенные ИНС (deep locally untied neural networks; DLUNNs) 
позволяют существеннее повысить точность распознавания. 

Система распознавания детской речи на итальянском языке с 
нейросетевыми акустическими моделями, построенная с использова-
нием программных средств Kaldi, описана в работе [15]. Были иссле-
дованы две реализации обучения ИНС: Керела [16] и Дэна [17]. Ре-
зультаты распознавания речи, полученные с применением реализации 
Керела, были немного лучше, но обе реализации позволили повысить 
точность распознавания по сравнению с результатами, полученными 
без применения ИНС. 

Обучение нейросетевых акустических моделей с использовани-
ем платформы CUDA для системы распознавания сербской речи пред-
ставлено в [18]. Обучение акустических моделей и тестирование си-
стемы распознавания проводилось с использованием программных 
средств Kaldi. В ходе экспериментов по распознаванию речи было по-
лучено относительное сокращение ошибки распознавания слов на 15-
22% в зависимости от тестовых данных. 

В работе [19] обучение нейросетевых акустических моделей 
осуществлялось с помощью программных средств Kaldi (http://kaldi-
asr.org/) и PDNN (Python deep learning toolkit). PDNN — программное 
средство для обучения нейронных сетей, разработанное под про-
граммную среду Theano (http://deeplearning.net/software/theano/). Обу-
чение акустических моделей производилось следующим образом: вна-
чале с помощью Kaldi создавались акустические модели, использую-
щие гауссовские смеси GMM, затем с помощью PDNN выполнялось 
обучение глубокой нейронной сети, и наконец обученные нейросете-
вые модели загружались в Kaldi для распознавания речи. В статье опи-
сано четыре варианта реализации: 1) гибридная модель; 2) тандемная 
модель, использующая признаки, полученные от слоя «узкого горла»; 
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3) совместное использование методов (1) и (2); 4) гибридная модель на 
базе сверточной нейронной сети. 

Сверточная нейронная сеть состоит из одной или более пар свер-
точных и объединяющих (pooling) слоев. Архитектура сверточной 
нейронной сети показана на рисунке 4 [20]. В сверточной нейронной 
сети сигнал активации каждого нейрона вычисляется путем умножения 
небольшой части входных данных (например, v1,v2,v3) на матрицу 
весов W. Затем матрица весов сдвигается для следующей части входных 
данных, таким образом происходит сдвиг матрицы весов по всему про-
странству входных признаков. На выходе слоя формируется карта при-
знаков. Объединяющий слой выполняет понижение размерности вход-
ной карты признаков путем выбора максимального элемента. Объеди-
няющий слой позволяет уменьшить влияние дикторской вариативности 
на параметры модели. Сверточная нейронная сеть для акустического 
моделирования использовалась в работе [21], где исследовалась 
нейросетевая адаптация к контексту сверточных нейронных сетей, кото-
рая позволила сократить относительную ошибку распознавания на 6%. 

 

 
Рис. 4. Архитектура сверточной нейронной сети 

 
Для акустического моделирования также применяются ИНС с 

временными задержками, которые представляет собой многослойную 
нейронную сеть прямого распространения, узлы которой модифициро-
ваны введением временных задержек [22]. Пример узла с N задержка-
ми показан на рисунке 5. На рисунке U1…UJ — входы узла; каждый из 
J входов умножается на соответствующий весовой коэффициент w; 
D1…Dn — временные задержки F — активационная функция [23]. Та-
ким образом, в ИНС встраивается кратковременная память. Введение 
временной задержки позволяет сделать ИНС инвариантной к времен-
ным сдвигам. В работе [24] использование ИНС с временными за-
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держками позволило получить относительное уменьшение ошибки 
распознавания слов на 2,6 %. 

 

 
Рис. 5. Пример узла ИНС с временными задержками 

 
Еще одним типом нейронных сетей являются рекуррентные 

ИНС. Наличие обратной связи наделяет ИНС памятью, благодаря чему 
появляется возможность моделировать динамические процессы [25]. 
Одним из типов рекуррентных ИНС, применяемых для акустического 
моделирования, является сеть LSTM, содержащая специальные эле-
менты, называемые блоками памяти [26]. Блоки памяти содержат 
ячейки, которые хранят временное состояние сети, а также мультипли-
кативные элементы, называемые гейтами (gates), управляющие пото-
ком информации. Каждый блок памяти содержит входной и выходной 
гейты, а также гейт забывания. Пример блока памяти сети LSTM пока-
зан на рисунке 6 [27]. На рисунке xt — входной вектор в момент вре-
мени t, ht — выходной вектор. Ячейка сети LSTM может рассматри-
ваться как сложный элемент сети, способный запоминать информацию 
на длительное время. Гейты определяют, когда входная информация 
существенна и ее необходимо запомнить, когда следует продолжать 
запоминать или забыть информацию и когда следует информацию по-
дать на выход. В работе [27] было показано, что применение LSTM в 
гибридной ИНС/СММ модели позволяет снизить ошибку распознава-
ния слов по сравнению с применением глубоких ИНС. 
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Рис. 6. Пример блока памяти сети LSTM 

 

В последнее время возникают попытки построения так называе-
мых end-to-end систем преобразования речи в текст, использующих толь-
ко ИНС, без обучения СММ моделей. End-to-end системы состоят из 
двух подмодулей: кодировщик и декодер. Кодировщик читает входной 
сигнал, вычисляет признаки сигнала и преобразует его в промежуточное 
параметрическое представление. Декодер преобразует параметрическое 
представление сигнала в последовательность символов. В работе [28] 
end-to-end система была построена на базе сверточной нейронной сети и 
метода нейросетевой темпоральной классификации (Connectionist 
Temporal Classification; CTC) [29]. Разработанный подход тестировался 
для задачи распознавания фонем, при этом ошибка распознавания фонем 
составила 18,2%. Сеть LSTM применялась для построения end-to-end 
системы, описанной в работе [30]. Без использования лингвистической 
информации ошибка распознавания слов составила 27,3%, применение 
словаря позволило снизить ошибку до 21,9%, с триграммной моделью 
языка ошибка распознавания слов составила 8,2%. 

В России также ведутся исследования по применению нейрон-
ных сетей для систем распознавания речи, хотя таких работ еще не-
много. Система распознавания слитной русской речи с глубокими 
нейронными сетями доверия описана в работе [31]. Для распознавания 
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речи был применен метод, использующий преобразователи на основе 
конечных автоматов. Было показано, что предложенный метод позво-
ляет повысить точность распознавания речи по сравнению со скрыты-
ми марковскими моделями. 

Еще одно исследование применения глубоких ИНС в системе 
распознавания русской речи представлено в работе [32], где был пред-
ложен метод адаптации к голосу диктора с использованием гибридных 
контекстно-зависимых ИНС/СММ моделей, основанный на использо-
вании в качестве входных данных для ИНС признаков, вычисленных с 
помощью модели на гауссовских смесях. Было получено относитель-
ное сокращение ошибки распознавания слов на 5-36% в зависимости 
от адаптационного набора речевых данных.  

Нейросетевое моделирование русской речи с использованием 
графического процессора представлено в работе [33], в которой пред-
ложены два подхода к распознаванию спонтанной русской речи: адап-
тация глубокой нейронной сети с применением метода i-векторов и 
дикторозависимые признаки, полученные на слое «узкого горла». Эти 
методы позволили получить относительное уменьшение количества 
неправильно распознанных слов на 8,6% и 11,9% соответственно. 

Возможность создавать нейросетевые акустические модели есть 
в наиболее распространенных пакетах современных программных 
средств для разработки систем автоматического распознавания речи, 
таких как Kaldi [34], RWTH ASR (RASR) [35], HTK v3.5 [36]. Данные 
пакеты программных средств позволяют обучать как гибридные, так и 
тандемные акустические модели, ИНС различной топологии с различ-
ными типами активационных функций, использовать нейросетевые 
акустические модели для распознавания речи. 

3. ИНС для языкового моделирования. Для моделирования 
языка используются ИНС как прямого распространения, так и рекур-
рентные. Архитектура сети прямого распространения представлена на 
рисунке 7 [37]. В ИНС прямого распространения входной слой сети 
представляет собой историю из n-1 слов, предшествующих данному 
слову. Каждое слово из словаря ассоциировано с вектором дли-
ной V (размер словаря), где только одно значение, соответствующее 
индексу данного слова в словаре, равно 1, а все остальные значения 
равны 0. Слой, сформированный путем объединения векторов слов, 
называется проекционным слоем. Основным недостатком таких сетей 
является то, что для предсказания слова они используют предшеству-
ющий контекст определенной длины. 
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Рис. 7. Архитектура ИНС прямого распространения 

 
Рекуррентная ИНС впервые была предложена в работе [38]. В 

рекуррентной искусственной нейронной сети (РИНС) скрытый слой 
хранит всю предыдущую историю, таким образом, размер контекста 
неограничен. Архитектура РИНС для языкового моделирования пред-
ставлена на рисунке 8 [39]. 

 

 
Рис. 8. Архитектура рекуррентной нейронной сети 
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Сеть имеет входной слой x, скрытый слой s (также называемый 
контекстным слоем или состоянием) и выходной слой y. Входной слой 
состоит из вектора x(t), который является объединением вектора w(t), 
представляющим собой текущее слово, и вектора s(t-1), который пред-
ставляет собой выходные значения скрытого слоя, полученные на 
предыдущем шаге. Размер вектора w(t) равен размеру словаря. Выход-
ной слой y(t) имеет такую же размерность, как и w(t), и после обучения 
нейронной сети представляет собой вероятностное распределение сле-
дующего слова при данном предыдущем слове и состоянии скрытого 
слоя в предшествующий временной шаг. Размер скрытого слоя обычно 
выбирается эмпирически. Входной, скрытый и выходной слои вычис-
ляются следующим образом: 

(ݐ)ݏ  = (ݐ)ݓ + ݐ)ݏ − (ݐ)௝ݏ ;(1 = ݂ ൭෍ ௝௜௜ݑ(ݐ)௜ݔ ൱ ; 
(ݐ)௞ݕ = ݃ ቌ෍ ௞௝௝ݑ(ݐ)௝ݏ ቍ ; 

 
где f(z) — сигмоидальная активационная функция: ݂(ݖ) = 11 + ݁ି௭ , 
g(z) — функция softmax: ݃(ݖ௠) = ݁௓೘∑ ݁௭ೖ௞  . 

 

Применение ИНС для языкового моделирования впервые было 
представлено в работе [40]. В статье проводится сравнение модели 
языка на основе ИНС с n-граммной моделью со сглаживанием Kneser-
Ney, обученной на корпусе объемом до 600 млн слов. Модель языка на 
ИНС была построена не для всего словаря, а только для наиболее ча-
стых слов. Предложен алгоритм для обучения нейронной сети с ис-
пользованием большого обучающего корпуса: для каждого цикла обу-
чения использовалась случайным образом выбранная часть текста. 
Распознавание речи выполнялось с использованием n-граммной моде-
ли языка, нейросетевая модель языка применялась для переоценки ре-
шетки слов (гипотез распознавания фраз). Сокращение ошибки распо-
знавания слов составило 0,5%.  

РИНС для модели языка была использована и в работе [39]. Для 
сокращения времени обучения было предложено объединять редкие 
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слова (слова с частотой встречаемости меньше заданного порога) в 
отдельный класс. Эксперименты по распознаванию речи проводились 
с использованием базовой 5-граммной модели языка со сглаживанием 
Kneser-Ney, а модель языка на РИНС применялась на этапе переоцен-
ки списка лучших 100 гипотез. РИНС позволила уменьшить коэффи-
циент неопределенности (perplexity) модели языка на 50% по сравне-
нию с 5-граммной моделью языка и сократить процент неправильно 
распознанных слов на 18% в относительных значениях. 

В работе [41] проводится сравнение моделей языка, построен-
ных с помощью ИНС прямого распространения и рекуррентной ИНС. 
Было использовано три различных реализации модели языка на 
нейронных сетях: 1) программные средства LIMSI для создания ИНС 
прямого распространения, в которой выходной слой ограничен наибо-
лее частыми словами; 2) ИНС прямого распространения с кластериза-
цией (используется весь словарь); 3) РИНС с кластеризацией. Для обу-
чения нейросетевых моделей языка использовался корпус, состоящий 
из 27 млн слов предметной области. Для кластеризации ИНС было 
определено 200 классов на основе относительной частоты слова. Раз-
мер скрытого слоя варьировался от 300 до 500 элементов в зависимо-
сти от производительности, полученной на отладочных данных. Моде-
ли языка на основе ИНС были интерполированы с n-граммной моде-
лью. Наибольшее абсолютное уменьшение ошибки распознавания 
слов по сравнению с базовой системой составило 1,4% для отладочных 
данных и 1,3% для тестовых данных. Результаты экспериментов пока-
зали, что модели языка, построенные с использованием ИНС прямого 
распространения, работают хуже, чем рекуррентные ИНС. На тесто-
вых данных РИНС показала улучшение на 0,4% по сравнению с ис-
пользованием ИНС прямого распространения. 

В [42] предложено три подхода к тому, как включить информа-
цию о следующем слове в модель языка. Первый подход — это модель 
прямого-обратного распространения, которая объединяет модели язы-
ка, построенные на ИНС, использующие предшествующие и последу-
ющие слова, при этом создается две модели языка: первая оценивает 
вероятности при прямом порядке слов, вторая — при обратном поряд-
ке; затем производится интерполяция созданных моделей. Второй 
подход — расширенная РИНС на основе максимума энтропии, которая 
объединяет информацию о следующем слове. Третий — это подход, 
использующий двухпроходное переменное переоценивание для деко-
дирования, при этом вначале список N лучших гипотез переоценивает-
ся с помощью модели для прямого порядка слов и из него выбирается 
часть наилучших гипотез ߙ ∙ ܰ, при ߙ ∈ (0,1), затем полученный спи-
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сок преоценивается с помощью модели с обратным порядком слов, и 
выбирается новый список гипотез ܰ ≔ ߙ ∙ ܰ, эти шаги повторяются до 
тех пор, пока не останется одна наилучшая гипотеза. Модели языка 
были обучены на корпусе размером 37 млн слов, размер словаря — 
195 тыс. слов. Объединение трех подходов дало уменьшение количе-
ства неправильно распознанных слов с 16,83% до 14,44%. 

В [43] описывается методика обучения нейросетевой модели 
языка на больших текстовых данных. Быстрое схождение в ходе обу-
чения и лучшая производительность наблюдались, когда обучающие 
данные были сортированы по их значимости. Предложена модель мак-
симума энтропии, которая может быть обучена как часть модели ИНС. 
Использование такой модели приводит к существенному сокращению 
вычислительной сложности. Относительное значение количества не-
правильно распознанных слов уменьшилось на 10% по сравнению c 
результатами, полученными с применением 4-граммной модели. 

В работе [44] модель языка, основанная на РИНС, была приме-
нена на первом этапе декодирования для голосового поиска Bing voice 
search (Microsoft). В статье предложено применять модель языка на 
РИНС только в том случае, если предсказываемое слово имеет доста-
точно высокую оценку, вычисленную с применением n-граммной мо-
дели языка. Для сокращения времени обработки применяется кэш, вы-
полненный как хеш-таблица, хранящая пары ключ-значение. Приме-
нение такой модели языка позволило сократить количество непра-
вильно распознанных слов с 25,3% до 23,2%. Также модель языка на 
основе РИНС была применена для переоценки решетки распознавания, 
наилучшие результаты были получены, когда решетка создавалась с 
использованием модели языка на РИНС, интерполированной с базовой 
4-граммной моделью, а затем переоценивалась с применением той же 
модели с коэффициентом интерполяции 0,3. В этом случае количество 
неправильно распознанных слов составило 22,7%. 

Модель языка, использующая контексты разной длины, пред-
ставлена в работе [45]. Эксперименты по распознаванию спонтанной 
речи с большим словарем показали улучшение при применении такой 
модели как по величине коэффициента неопределенности, так и по 
количеству неправильно распознанных слов. 

Языковое моделирование на основе РИНС особенно актуально 
для русского языка, поскольку в русском языке практически свобод-
ный порядок слов в предложениях, в результате чего статистические n-
граммные модели оказываются для него недостаточно эффективными. 
РИНС для моделирования русского языка была использована в рабо-
те [46]. Для обучения нейронной сети использовался текстовый корпус 
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объемом 40 млн словоупотреблений. Размер словаря составил 100 тыс. 
словоформ. Была выполнена интерполяция созданной модели с три-
граммной моделью и факторной моделью языка. Полученная модель 
была использована для переоценки списка лучших 500 гипотез, что 
позволило получить относительное уменьшение числа неправильно 
распознанных слов на 7,4%. 

Еще одно исследование применения РИНС для моделирования 
русского языка представлено в работе [47]. Модели языка были обуче-
ны на корпусе объемом 350 млн словоупотреблений, размер словаря — 
150 тыс. словоформ. В статье исследовались модели языка на базе 
РИНС с различным числом элементов в скрытом слое. Применение 
нейросетевых моделей языка, интерполированных с триграммной мо-
делью, для переоценки списка лучших гипотез распознавания позво-
лило получить относительное уменьшение числа неправильно распо-
знанных слов на 14%. 

В работе [48] нейронные сети применялись как на этапе акусти-
ческого моделирования, так и на этапе создания модели языка. Для 
создания акустических моделей использовался метод тандема и ги-
бридный метод СММ/ИНС. В качестве модели языка применялась 
факторная нейронная сеть, которая может использовать дополнитель-
ную лингвистическую информацию, такую как морфологические, син-
таксические или семантические признаки. Распознавание речи осу-
ществлялось с применением 4-граммной модели языка. Переоценка 
списка лучших N гипотез с помощью факторной модели языка позво-
лила поднять точность на 1%. 

Распознавание русской спонтанной речи с применением 
нейросетевых акустических и языковых моделей описано в рабо-
те [49]. Для акустического моделирования глубокая ИНС была обучена 
на дикторозависимых признаках, извлеченных из слоя «узкого горла», 
и объединена с двунаправленной LSTM моделью. Было обучено две 
нейросетевые модели языка: модель языка на РИНС и модель языка на 
РИНС с длительной кратковременной памятью. Декодирование осу-
ществлялось с использованием 3-граммной модели языка, а нейросете-
вые модели языка применялись для переоценки списка лучших 100 
гипотез. Примененные методы позволили получить относительное 
уменьшение ошибки распознавания слов на 34,7%. 

Обучение и оценку как статистических моделей языка, так и 
моделей языка на базе РИНС позволяет выполнять программное сред-
ство RNNLM toolkit (Recurrent Neural Network Language Modeling 
Toolkit) [50]. Для сокращения скорости обучения нейронных сетей в 
RNNLM реализована факторизация выходного слоя: слова разбивают-
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ся на классы в соответствии с их частотой. Вначале вычисляется рас-
пределение вероятностей для классов, затем — распределение вероят-
ностей для слов, которые относятся к соответствующему классу. 
RNNLM позволяет производить оценку созданных моделей по показа-
телю коэффициента неопределенности и выполнять переоценку списка 
лучших гипотез распознавания с использованием созданных моделей 
языка. RNNLM позволяет обучать РИНС только с одним скрытым сло-
ем. Другое программное средство для создания нейросетевых моделей 
языка — TheanoLM [51], написанное с использованием библиотеки 
Theano, — позволяет обучать модели языка на базе сети LSTM. Еще 
одним преимуществом TheanoLM является возможность обучения мо-
делей с использованием графического процессора, что существенно 
сокращает время обучения. 

5. Заключение. В статье описаны основные методы создания 
акустических и языковых моделей на основе ИНС для систем автома-
тического распознавания речи, рассмотрены различные типы ИНС. В 
системах автоматического распознавания речи используются как ИНС 
прямого распространения, так и рекуррентные. Недостатком ИНС 
прямого распространения является сложность моделирования дли-
тельных последовательностей элементов, в этом плане их превосходят 
рекуррентные ИНС, позволяющие хранить предшествующий контекст 
данных неограниченной длины, однако время обучения таких сетей 
больше. Рекуррентные ИНС особенно эффективны для языкового мо-
делирования, поскольку для предсказания слова используются все 
предшествующие слова во фразе. При акустическом моделировании 
ИНС используют совместно со СММ, создавая гибридную или тан-
демную модель. Такая модель позволяет объединять преимущества 
СММ и ИНС, при этом длительные временные зависимости модели-
руются с помощью СММ, поэтому для акустического моделирования 
ИНС прямого распространения являются достаточно эффективными. 
Приведенный обзор научных публикаций показывает, что применение 
ИНС позволяет повысить точность распознавания речи. При этом пуб-
ликаций по применению ИНС в системах распознавания русской речи 
немного, поэтому необходимо проводить дальнейшие исследования по 
разработке нейросетевых моделей для систем автоматического распо-
знавания русской речи. 
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